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1. Introducao

A segmentacdo textual € o processo de segmentar um texto em unidades
menores, que podem ser cléusulas, oragdes’, sentencas, parégrafos e até mesmo
topicos. A granularidade da segmentacéo vai depender exclusivamente da aplicacéo
a que se destina a segmentacao.

O processo de segmentacdo € normamente executado na fase de pré-
processamento de ferramentas de Processamento de Linguas Naturais (PLN), ja que
€ uma fase indispensavel e essencial para a maioria dessas ferramentas poder realizar
suas tarefas especificas, por exemplo, etiquetacdo morfologica, andise sintética,
alinhamento textual, andlise retorica, etc.

Apesar de parecer uma tarefa simples, a segmentacdo se depara com muitos
problemas de dificil resolugdo. Dependendo da granularidade da segmentacado, esses
problemas podem ter diferentes importancias. De forma geral, pode-se citar:

1) para qualquer tipo de segmentacdo, pode haver problemas com o uso do
tradicional ponto (“.”): seu uso € ambiguo, pois pode indicar fim de sertenca, fim
de uma reproducéo de uma fala (neste caso, antes de um sinal de aspas), um
ponto decimal, uma abreviatura ou até mesmo uma abreviatura no final de uma
sentenca;

2) paraqualquer tipo de segmentacdo, pode haver problemas com o uso dos pontos
de interrogagdo (“7’) e exclamacéo (*!”): podem ser usados em fim de sentencas
ou dentro de reproducdes de fala (novamente, antes do sinal de aspas);

3) para qualquer tipo de segmentacdo, pode haver problemas com o uso de
pontuagdes como dois pontos (“:”), ponto e virgula (“;”) e, as vezes, a prépria
virgula (*,”): essas pontuagdes podem ou ndo indicar novos segmentos;

4) para segmentacOes clausais e topicais, pode haver problemas com o uso de
marcadores discursivos®: eles podem ou ndo indicar a existéncia de um novo
segmento, podendo também ser confundidos com marcadores sentenciais ou
pragméticos;

5) para segmentaces topicais, pode haver problemas com referéncias anaforicas.
sdo dificeis de resolver (computaciona mente).

Com relagéo a0 caso 4, especificamente, marcadores discursivos, como diz sua
nomenclatura, sdo marcadores que possuem alguma funcdo discursiva, indicando
relagdes discursivas entre segmentos. Por exemplo, no trecho de texto abaixo, o
marcador “mas’ sinaliza uma relacéo de contraste entre as duas clausulas:

Ele queria jogar ténis com Janete, mas também queria jantar com Suzana.

Entretanto, o marcador nem sempre é discursivo. Por exemplo, 0 marcador “€”, no
trecho abaixo, possui apenas fungdo sentencial, servindo para formar o sujeito
composto:

! Diferencia-se, neste relatdrio, clausula de oracdo (segundo graméticas normativas). Clausula é uma
unidade minima de significado, podendo ter qualquer estruturacdo interna. Oragdo, por sua vez,
necessariamente deve apresentar um verbo.

2 No nivel do discurso, costuma-se falar sobre proposicdes em vez de segmentos. Proposicoes, neste
sentido, s@o unidades conceituais cujas formas superficiais correspondem aos segmentos. Neste
trabalho, para uniformidade, o termo “ segmento” sera usado indiscriminadamente.



Janete e Suzana sao amigas.

Os marcadores pragmaticos, por sua vez, fazem referéncia a algum conhecimento
gue ndo foi expresso no texto. Por exemplo, no trecho abaixo, 0 marcador “de novo”
faz referéncia ao conhecimento do leitor do texto, assumindo que este sabe que
Janete jajogou ténis anteriormente:

Suzana foi jogar ténis de novo.

Ha véarias abordagens possivels para se segmentar textos. As mais simples
assumem que todo ponto seguido de (pelo menos um) espaco e uma paavra que
comega com letra mailscula indica um novo segmento. Outras, fazendo uso de
estudos intensivos de corpora, desenvolvem graméticas e listas de abreviaturas para
gue a segmentacéo sgja redlizada. Ambos 0s casos possuem desvantagens: no
primeiro caso, ndo se considera toda a problemética da pontuagdo (como enumerado
anteriormente); no segundo caso, o desenvolvimento da gramatica pode ser muito
custoso, além de a gramética poder ser ineficiente em tipos e géneros de textos que
ndo sdo os dos corpora de treinamento. Além disso, com a grande gquantidade de
textos online, na maioria das vezes, sem nenhum critério de escrita, e 0
barateamento de mecanismos de escaneamento de textos para o formato digital (com
a utilizacdo de OCRs — Optical Character Recognizers), pode-se ter textos escritos
totalmente em caixa ata ou baixa, caracteres reconhecidos erroneamente e muito
ruido (lixo) inserido no texto, dificultando ainda mais o processo de segmentacéo.
Recentemente, grande atencdo também tem sido dada a solucdo do problema da
segmentagdo pelo uso de técnicas de aprendizado de méaquina. Essas técnicas, em
geral, apresentam um custo relativamente baixo de desenvolvimento, que, neste caso,
resume-se ao treinamento e ao teste, ja que ha muitos sistemas e toolkits prontos para
tal finalidade.

Este relatério apresenta uma revisdo das técnicas de segmentacdo textua
apresentadas na literatura. Esta revisdo faz parte da investigagdo e do
desenvolvimento de um analisador discursivo para o Portugués do Brasil, chamado
DiZer-PBr — Discourse analyZER for BRazlian Portuguese — que visa automatizar
0s processos de andlise retérica, semantica e intencional de textos cientificos. A
proxima secdo apresenta as principais abordagens propostas na literatura, e as
consideragoes finais sdo feitas na Segéo 3.

2. Revisdo bibliogr afica
A seguir sdo descritas diferentes abordagens da literatura para o problema da

segmentacdo textual, a saber: segmentacdo baseada em regras e heuristicas, em
métodos numéricos e estatisticos e em aprendizado de méquina.



2.1. Regraseheuristicas

2.1.1. Expressdesregulares

Walker et al. (2001) desenvolveram um sistema de segmentacdo sentencial
baseado no uso de expressdes regulares, ou sgja, regras que ditam quando segmentar
o texto. Afirma-se gque as expressoes regulares sdo altamente eficientes nesta tarefa.

Como exemplo, Walker et al. apresentam a expressdo regular abaixo, capaz de
reconhecer qualquer seqiéncia de palavras seguida por um ponto, um sina de
pontuag&o e novamente um ponto:

Sentenca > palavra* ponto sinal_de pontuacdo ponto
podendo reconhecer sentencas com terminagdes complexas como .”.
Hesaid“ | don't like you.” .

Outras regras seriam capazes de reconhecer enderecos de e-mail, nomes de

entidades, etc. A Tabela 1 mostra os resultados obtidos com este método de

segmentacao, onde:

» precision (ou precisdo) indica quantos sinais de pontuacdo foram corretamente
identificados em relacéo a tudo que foi identificado pelo sistema;

» recall (ou cobertura) indica quantos sinais de pontuagdo foram corretamente
identificados em relacéo a tudo que deveria ser identificado pelo sistema;

» f-measure é uma medida de eficiéncia do sistema, combinando precision e recall
em uma medida Unica.

Tabela 1l — Desempenho do método de Walker et al. com base em expressdes

regulares
Precision Recall F-Measure
83,43% 95,93% 89,25%

2.1.2. Andlise de corpus

Marcu (2000) desenvolveu um processo de segmentacéo clausal de textos com
base nos marcadores discursivos presentes no texto. Ele utilizou os marcadores
discursivos por estes estarem diretamente relacionados com a estrutura e o conteido
textual, isto € ao mesmo tempo, eles determinam e séo determinados pela estrutura e
pelo contetdo textual, servindo para indicar a funcdo discursiva de trechos de textos
e suas contribuic¢des para 0 sucesso da comunicacéo.

Para redlizar a segmentagdo clausal, Marcu realizou um estudo profundo de
corpora de género e tipo irrestritos em inglés, compilando uma grande lista de
marcadores discursivos, suas posi¢des no texto e quando e como eles causavam a
segmentagdo no texto. Com base nisso, Marcu identificou 11 agOes que deveriam ser
executadas para segmentar um texto em vista dos marcadores e suas posi¢cdes no
texto. O Quadro 1 mostra alguns exemplos de acoes de segmentacdo associadas a
ocorréncia dos marcadores discursivos.



Quadro 1 — Marcadores discursivos e agoes para segmentacdo clausal

M ar cador Posicdo do mar cador Acdo

Although Comeco da sentenca Inserir marca de segmento
apés a ocorréncia da
proxima  virgula na
sentenca

because Comeco da sentenca Inserir marca de segmento
imediatamente antes do
marcador em questéo

for example Meio da sentenca N&o inserir marca alguma
Yet Comeco da sentenca N&o inserir marca alguma
where Comeco da sentenca Inserir marca de segmento

imediatamente antes do
marcador e depois da
préxima  virgula na
sentenca

Sinal de fecha parénteses Final da sentenca N&o inserir marca alguma

Com esse tipo de segmentacdo, Marcu atingiu o desempenho indicado na Tabela 2.

Tabela 2 — Desempenho do método de Marcucom base em andlise de corpus
Precision Recall
90,3% 81,3%

Apesar do bom desempenho do segmentador, € importante ressaltar o grande
esforco humano para a compilacéo dos marcadores discursivos e das acles para
segmentacdo clausal, o que torna esse método proibitivo quando se considera que o
processo de segmentacdo textual normalmente € executado como pré-processamento
para as aplicactes de PLN.

2.2. Andlise numérica eestadistica

2.2.1. TextTiling

Pamer e Hearst (1994, 1997) desenvolveram o sistema TextTiling para
segmentacdo topical de textos expositivos. Entende-se por segmentacédo topical a
delimitacdo de um texto nos pontos em que o tema (ou subtdpico, como usado pelo
proprio autor) do texto muda.

Os autores verificaram que os tépicos de um texto podem ser delimitados de
acordo com padrdes de co-ocorréncia lexical e sua distribuicdo no texto, ou sga,
guando o tépico muda, uma proporcdo significante de vocabuldrio muda também.
Baseando-se nisso, 0 sistema TextTiling pode utilizar trés diferentes técnicas de
verificacdo de co-ocorréncia lexical para determinar as delimitacOes topicais de um
texto, a saber: comparacdo de blocos adjacentes de textos, mudancas de vocabulario
e cadeias lexicais.

O TextTiling executa 0s seguintes passos para segmentar um texto:

1) delimitam-se as palavras do texto;




2)

3)
4)

5)

aplicam-se as palavras 0s processos classicos de case folding (deixam-se todas as
letras em caixa baixa), de remocgédo de stop words (removemse palavras muito
comuns e insignificantes para a aplicacdo em questdo) e de stemming (reduzem-
se as palavras as suas formas basicas) propostos por Witten et al. (1994);
divide-se o texto em pseudo-sentencas® de tamanho fixo;

associa-se uma nota para cada pseudo-sentenca de acordo com o método de
verificagdo de padrfes de co-ocorréncia lexical especificado;

com base nas notas, as mudancas de topicos sdo determinadas e a segmentacéo é
finalizada.

As notas dadas as pseudo-sentencas séo cal culadas da seguinte forma:
no caso de comparagdo de blocos adjacentes de textos, a nota € dada pela soma
dos produtos das freqiéncias com que uma palavra aparece nos blocos sendo
comparados, os quais, neste contexto, sdo formados por conjuntos de pseudo-
sentengas. Por exemplo, para os dois primeiros blocos da Figura 1, a nota €
calculada como sendo 2*1 (paraA) + 1*1 (paraB) + 2*1 (paraC) + 1*1 (paraD)
+ 1*2 (paraE), onde A, B, C, D e E séo palavras quaisquer das pseudo-sentencas
gue formam os blocos;
no caso de mudancas de vocabul&rio, as notas sdo calculadas como a soma das
paavras novas introduzidas nos blocos. Tomando o0 mesmo exemplo anterior
(Figura 2), a nota seria calculada como 5 (cinco palavras novas introduzidas: A,
B, C, D eE) + 0 (nenhuma palavra nova introduzida);
no caso de cadeias lexicais, procuramse sequéncias de palavras similares
distribuidas entre as pseudo-sentencas e assume-se que a extensdo das cadeias de
palavras corresponde a extensdo do segmento, caso as palavras similares estejam
a uma distdncia méxima limite considerada no TextTiling. Para o exemplo
anterior (Figura 3), teria-se que todas as instancias de A encontram-se dentro do
limite aceitavel, enquanto a terceira instancia de B, por exemplo, estad muito
longe da segunda, contribuindo para determinar, assim, um novo segmento.

3 Usamrse pseudo-sentencas de tamanho fixo para que seja possivel a verificagdo de padrdes de co-
ocorréncia lexical entre esses trechos de texto. A utilizag&o das proprias sentengas para a verificacdo
causaria problemas, ja que as sentencas podem ser muito grandes ou muito pegquenas.



Pseudo-

1 2 3 4 5 6 7 8
sentencas A A A
B B B B
C C C
D D
Blocos E E E E F E
G G G
H H H H
I
* * *
Notas 8 3 9
Figura 1 — Comparacéo de blocos adjacentes
Pseudo- 1 2 3 4 5 6 71 8
sentencas A A A
B B B B
C C C
D D
Blocos E E E E F F
G G G
H H H H
I
Notas

5\;/\/’\/

Figura 2 — Mudancas de vocabulario
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Figura3 — Cadeias lexicais

Ap6s o célculo das notas dos blocos (ndo importando quais dos métodos tenham sido
usados), as notas sdo normalizadas. A seguir, o sistema TextTiling plota um grafico
gue serve de base para a segmentacado do texto. Neste gréfico, a curva representa as
notas obtidas para cada par de blocos e os vales da curva (partes da curva com 0s
menores valores no eixo Y) representam a mudanca de tépico no texto e, portanto,
indicam em que posi¢éo o texto deve ser segmentado.

A Tabela 3 apresenta os resultados da avaliagéo do TextTilling feita por seus
autores.

Tabela 3 — Desempenho do TextTilling
Medida Comparacéo de Mudancasde | Cadeiaslexicais
blocos adjacentes vocabulario
Precision 71% 58% 64%
Recall 59% 64% 58%

2.2.2. Lexical cohesion profile

Kozima (1993) criou o que chamou de Lexical Cohesion Profile (LCP) para
realizar a segmentacéo topica em textos narrativos. Essa segmentacdo baseia-se
puramente em coesdo lexical, que, nesse trabalho, € medida pela similaridade das
palavras do texto.

O LCP é um registro da coesdo lexical de uma sequéncia de palavras do texto.
De forma semelhante ao que é feito pelo TextTiling, os picos e vales em uma
seguiéncia de L CPs podem indicar mudancas de segmentos.

A similaridade entre as palavras de um LCP é calculada com base nos pesos
das paavras em uma rede seméntica chamada Paradigme (Kozima and Furugori,
1993), montada a partir do dicionario de Inglés Longman Dictionary of
Contemporary English, formando uma estrutura semelhante a um thesaurus. Nessa
rede, quanto mais similares duas palavras forem, maior sera 0 peso associado a



combinacdo delas. Apesar de 0 autor destacar a eficécia desta técnica, ele néo relata
qualquer avaliagdo sistematica

2.2.3. ROSA

Ferret e Grau (2002) desenvolveram o sistema de segmentacdo topical
ROSA, que, diferentemente dos outros métodos de segmentacdo, realiza esse
processo em duas etapas. A primeira etapa, executada pelo componente do sistema
chamado SEGCOHLEX, segmenta o texto de forma similar ao TextTiling, utilizando
uma rede de colocaches para isso. A segunda etapa, executada pelo componente
SEGAPSITH, baseada na primeira segmentacdo, constr6i uma representacdo de
topicos mais aprimorada, agrupando topicos semelhantes para formar dominios
semanticos. A Figura 4 mostra a arquitetura do sistema ROSA.

Texto

Rede de SEGCOHLEX

colocagoes
/ Segmentos /

SEGAPSITH

Dominios
seméanti cos

Figura 4 — Arquitetura do sistema ROSA

A rede de colocagdes é uma rede com 31000 palavras relacionadas entre si. A
cada relacionamento na rede esta associado um peso correspondente & probabilidade
das palavras relacionadas ocorrerem juntas em um texto. De acordo com 0s autores,
rede foi construida a partir de um grande corpus de textos jornalisticos.

O componente SEGCOHLEX utiliza a seguinte heuristica para segmentar um
texto: quanto maior 0 nimero de palavras em um trecho de texto relacionado com o
mesmo tépico, maior a chance desse trecho de texto constituir um segmento. Isso é
feito associando-se as paavras do trecho de texto (1) todas as relacBes entre as
palavras do trecho de texto e pesos possiveis extraidos da rede de colocagdes e (2)
palavras da rede de colocacdes e seus respectivos pesos, caso exista relacdo entre



palavras da rede e palavras do trecho de texto. Por fim, com base nas relagbes e
pesos estabelecidos entre as préprias palavras do trecho de texto sob andlise e nas
relagdes e pesos estabel ecidos entre as palavras do trecho de texto e as palavras da
rede de colocacdo, calcula-se um peso final para o trecho de texto sob andlise. Esse
mesmo processo é realizado para todos os trechos de texto possiveis. Ao fina do
processo, plota-se um grafico com 0s pesos associados aos trechos de texto, sendo
gue os vales na curva do grafico correspondem as mudancas de topico.

O componente SEGAPSITH recebe como entrada os segmentos gerados pelo
componente SEGCOHLEX. Esses segmentos, representantes dos tépicos do texto,
sd0, entdo, agrupados, formando dominios semanticos. O agrupamento de segmentos
para formar dominios se da pelo cdlculo da semelhanca dos segmentos em questéo.
Segmentos muito semelhantes formam um Unico dominio seméntico. Essa
semelhanca é cal culada, basicamente, a partir do nimero de palavras que co-ocorrem
NoS segmentos e Seus respectivos pesos.

A Tabela 4 mostra o desempenho dos dois componentes de segmentacéo do
sistema ROSA. Como se pode notar, 0 componente SEGAPSITH se saiu melhor que
0 SEGCOHLEX, ja que se baseia na saida deste, produzindo, assim, uma
segmentacao mais elaborada

Tabela4 — Desempenho dos componentes do ROSA

Componentes Recall Precision | F-Measure
SEGCOHLEX 67% 37% 48%
SEGAPSITH 92% 52% 66%

2.2.4. Repeticao de palavras e combinacdo de conhecimentos

Reynar (1994) apresentou um método de segmentacdo topical baseado
puramente na repeticdo de palavras dentro de documentos. O método se baseia no
fato que palavras repetidas ocorrem mais fregiientemente dentro de regides de um
texto que versam sobre um mesmo topico.

Em seu método, Reynar, inicialmente, processa o0 texto a segmentar,
removendo palavras de classe fechada, removendo palavras de classe aberta muito
comuns (stopwods) e realizando o processo de stemming, ou sga, substituindo as
palavras por seus radicais. A seguir, Reynar plota um gréfico representando a
distribuicdo das palavras resultantes do texto pré-processado. Por exemplo, caso uma
palavra apareca na posicao x e se repita na posicéo y do texto, os pontos (x,X), (X,Y),
(y,x), (y,y) seréo plotados no gréfico, os quais correspondem ao produto cartesiano
das posicoes da palavra repetida. Ao fazer isso com todas as palavras do texto, 0
gréfico resultante apresentard intervalos em que nenhum ponto foi plotado,
intervalos estes que corresponderdo as mudancas de topico procuradas. A Tabela 5
apresenta os resultados da avaliacdo deste método.

Tabela5 — Desempenho do método de repeticéo de palavras
Precision Recall
54,9% 20,8%

10



Posteriormente, Reynar (1999) propds um novo método de segmentacdo
topical baseado em uma combinagcdo de conhecimentos. Para segmentar um texto,
Reynar verifica:

» frasesindicativas: podem indicar a presenca de um novo topico;

» frequéncia de bigramas de palavras. em substituicdo de palavras chave isoladas,
ja que estas podem induzir a erros*;

> repeticdo de nomes de entidades. a repeticdo desses termos pode indicar a
continuag&o do topico anterior;

> uso de pronomes: a presenca de pronomes pode indicar a continuacdo do topico
anterior, ja que o0s pronomes s&0 €l ementos altamente coesivos.

Em seu algoritmo, Reynar pesa todas estas caracteristicas estdisticamente (com base
em analise de corpora) para determinar a presenca ou ndo de um novo topico no
texto. Os resultados alcancados so mostrados na Tabela 6.

Tabela 6 — Desempenho do método de combinacdo de conhecimentos
Precision Recall
59% 60%

2.2.5. Medida de co-seno entre sentencas para calculo de similaridade

Choi (2000) desenvolveu um método de segmentacdo topical baseado na
medida de co-seno para calculo de similaridade. Essa medida calcula o grau de
similaridade entre duas sentencas com base em suas palavras.

Neste método, o texto é pré-processado da mesma forma como é feito por
Reynar (1994). Em seguida, a medida de co-seno paratodo par de sentencas do texto
e calculada. A medida é calculada pela seguinte formula:

é. Feoi” fyo
J

\/é 2,8 f2,,

i i

sim(x, y) =

onde X ey representam as sentencas para as quais esté se calculando a medida de
smilaridade e f,; representa a frequiéncia da palavra j na sentenga i. Com os valores
de similaridade calculados, monta-se uma matriz de similaridade, onde a posicéo
(x,y) contém o valor da medida de co-seno para as sentencas x e y do texto. Ent&o, os
elementos dessa matriz séo ranqueados e normalizados. Por fim, intervalos de baixa
similaridade entre as sentencas indicam mudancas de tépico no texto.

Em suaavaliagcdo, Choi relata umataxa de erro de 13%.

* Reynar cita o exemplo da palavra em inglés plant: em um trecho do texto, ela poderia compor os
termos wild plant e native plant, em outro trecho, ela poderia compor os termos chemical plant e
manufacturing plant. Apesar de ser a mesma palavra-chave (que, supostamente, indicaria que os
trechos de texto em quest&o sdo parte de um mesmo topico), quando composta com outras palavras,
indica, na verdade, que o topico provavel mente mudou.

11



2.2.6. Teorema de Bayes

Utiyama e Isahara (2001) investigaram o problema da segmentagéo topical de
textos pela aplicacéo do teorema de Bayes, dado por:

_Pr(BIA) PY(A)
Pr(B)

Pr(A|B)

No contexto de segmentacdo, essa formula é uilizada da seguinte forma:

Pr(W [S)” Pr(S)
Pr(W)

Pr(S|W) =

onde W=wi,W>...W, € 0 texto composto por n palavras e S=51,%...5n S80 as m
segmentacdes presentes no texto. Entdo, o problema de segmentar o texto consiste
em achar a segmentacdo mais provével do texto, ou sgja

Seg=argmax Pr(W |S)" Pr(S)

onde Pr(W|S) é dada pela distribuicdo das palavras no texto e Pr(S) se baseia no
numero esperado de segmentos em um texto.
Com esse método, Utiyama e | sahara atingiram uma taxa de erro de 10%.

2.3. Aprendizado de maquina

2.3.1. Arvores de regressio

Riley (1989) desenvolveu um desambiguador sentencial utilizando arvores de
regressao” como técnica de aprendizado de méquina. Seu sistema foi treinado com os
Sseguintes atributos:
probabilidade da palavra que precede a pontuacéo ocorrer no fim de sentencas,
probabilidade da palavra que segue a pontuacdo ocorrer no inicio de sentences;
tamanho da pal avra que precede a pontuagéo;
tamanho da palavra gue segue a pontuagéo;
caso da palavra que precede a pontuacdo (maiUscula, mindscula, nUmero);
caso da palavra que segue a pontuacao;
pontuacao apds a pontuacdo (caso exista);
classe de abreviacdes de palavras com ponto (“.”).

VVVVVYVYVYYVY

As duas possiveis classes indicam se a pontuacdo determina ou ndo a delimitagcdo de
uma sentenca. Assim, esse método usa informagdes sobre as palavras ao redor da
pontuacdo que se quer desambiguar e, portanto, armazena-se em um léxico a
probabilidade das palavras ocorrerem ao redor de algum sinal de pontuacgéo. Riley,

> Arvores de regressdo se caracterizam por utilizarem valores continuos para os atributos
considerados.
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em seu trabalho, utilizou um corpus de 25 milhdes de palavras para obter as
probabilidades e alcancou uma impressionante taxa de erro de 0,2%.

O problema desta técnica reside no tamanho do corpus necessario para se
compilar as probabilidades necessarias, tamanho este considerado proibitivo para
uma aplicacdo (i.e., a segmentacdo) que servird como pré-processamento para a
maioria dos sistemas de PLN.

2.3.2. Satz

Pamer e Hearst (1994, 1997) desenvolveram o sistema de deteccéo de
delimitacdo sentencial chamado Satz®. Baseados nos trabalhos de Riley (1989) e
Humphrey e Zhou (1989), Padmer e Hearst desenvolveram um novo método de
desambiguar a pontuacdo de textos utilizando algoritmos de aprendizado de
méquina. Esse método, em vez de usar as palavras das sentencas para dar o contexto
da ocorréncia da pontuacdo, usa as etiquetas morfol bgicas possivels das palavras do
contexto.

A Figura5 mostra a arquitetura do sistema Satz.

Texto J

Delimitagéo de palavras

Associacéo de
categorias gramaticais

Montagem dos vetores
descritivos

Classificagéo das
pontuacdes do texto

Texto com sentencas
delimitadas

Figura5 — Arquitetura do Satz

De acordo com essa arquitetura, 0s seguintes passos sd0 realizados para segmentar
um texto:

® satz significa“sentenga’ em Aleméo.
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1) Delimitacdo das palavras do texto

2) Associacao de classes gramaticais: associam-se as palavras do texto a fregiéncia

3)

4)

das palavras ocorrerem como todas as possiveis classes gramaticais consideradas.
Por exemplo, a palavra “aprendizado” teria a seguinte distribuicéo:

substantivo/0.57
verbo/0.36
adjetivo/0.07
advérbio/O
numeral/0

As frequéncias das palavras sdo coletadas de um Iéxico montado a partir de
corpora anotados por um tagger. No exemplo acima, nos corpora usados para
coletar as probabilidades, a palavra “aprendizado” ocorreu como substantivo em
57% dos casos, como verbo em 36% dos casos, como adjetivo em 7% dos casos
€ Ndo ocorreu como outras classes.

Os autores sugerem gue, em casos em que ndo se tenha a fregiiéncia em que as
palavras ocorrem como cada uma das classes gramaticais, pode-se substituir a
freqUiéncia das palavras por um indicativo das possiveis classes graméticas que as
paavras podem assumir (“1”, se a palavra pode pertencer a uma determinada
classe gramatical, e “0”, caso contrario). Assim, a distribuicdo da paavra
“aprendizado” teria a seguinte forma:

substantivo/l
verbo/1l
adjetivo/l
advérbio/O
numeral/0

Em casos de palavras que ndo constam no |éxico ou nos corpora utilizados,
estimam-se as possiveis classes gramaticais da palavra por meio de heuristicas
simples, por exemplo: (a) se 0 primeiro caractere da palavra for um nimero,
entdo a palavra serd classificada como numeral; (b) se a palavra comegar com
uma letra mailscula, entdo sera classificada como nome proprio; (c) se a paavra
contiver um hifen, entdo serd classificada como adjetivo, substantivo e nome
proprio.

Montagem de vetores descritivos das palavras. para cada palavra do texto,
monta-se um vetor descritivo contendo (@) a freqiiéncia da palavra como cada
uma das categorias gramaticais consideradas, (b) um indicativo se a paavra
comega ou ndo com letra maitscula e (€) um indicativo se a palavra segue ou ndo
um sina de pontuagao.

Classificagdo das pontuagdes do texto: para cada sinal de pontuagdo encontrado,
fornece-se ao classificador (jatreinado) os k vetores descritivos que precedem ao
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sina de pontuacdo em questdo e os k vetores descritivos que seguem tal sinal. A
saida do classificador indica, entdo, se este sinal delimita ou ndo a senterca.
Segundo os autores, variando-se o valor de k e realizando-se testes, 0 melhor
valor obtido foi com k=6, isto &, trés palavras antes e trés palavras depois d
sinal de pontuagdo que se quer desambiguar.

A grande vantagem deste método reside no tamanho do Iéxico necessario. Diz-
se gue um |éxico com uma média de 5.000 palavras ja é suficiente para que o sistema
apresente bons resultados na desambiguacéo da pontuacdo. 1sso € possivel pelo fato
do algoritmo de aprendizado de méaquina ndo ser treinado com as proprias palavras,
mas com suas classes gramaticais associadas, permitindo uma maior generalizagéo
do sistema.

O Satz utiliza duas técnicas de aprendizado de maquina: redes neurais e arvores
de decisdo. Para ambos 0s casos, o treinamento se deu da mesma forma, ou sga,
apresentou-se 0 mesmo conjunto de treinamento com as classes associadas, isto €, se
o sinal de pontuacdo em questdo delimitava ou ndo a sentenca, sendo que 0 conjunto
de treinamento consistiu dos k vetores descritivos antes e depois do sinal. Por ser um
sistema treinavel, a proposta do Satz pode ser aplicada para a maioria das linguas
naturais.

A Tabela 7 sintetiza os resultados da aplicacdo do Satz, mostrando as taxas de
erro do sistema para as linguas inglesa, francesa e dema, usando tanto redes neurais
quanto &rvores de deciso. E importante notar a diferenca nos tamanhos dos |éxicos
utilizados e o desempenho do sistema relativo a cada tamanho do Iéxico.

Tabela 7 — Taxas de erro do Satz quando aplicado para vérias linguas e corpora

Corpus Tamanho do Iéxico | Redesneurais | Arvoresde decisdo
Taxadeero Taxadeero
Wall Street Journal 27,294 1.1% 1.0%
Sliddeutsche 3,184 1.3% 1.9%
Zeitung
German News 5,037 0.7% 0.7%
Hansards 3,766 0.6% 0.4%

2.3.3. Combinacao de conhecimentos

Passonneau e Litman (1993, 1997) e Litman e Passonneau (1995) apresentaram
uma nova forma de segmentacdo prosddica baseada na combinacdo de
conhecimentos de diversas naturezas. Elas desenvolveram essa pesquisa utilizando
um corpus transcrito de prosddias. Na grande parte dos casos, a segmentacdo
prosddica corresponde a segmentacéo clausal, podendo haver segmentos divergentes
em casos em que o falante (na prosddia) faz uma pausa em sua fala ou muda sua
entonacdo de voz.

Passonneau e Litman utilizaram arvores de decisdo em seu experimento com
aprendizado de maquina. Os atributos e seus possiveis valores (indicados entre
parénteses) utilizados para treinar 0 sistema sdo mostrados abaixo, juntamente com
seus significados. As possiveis classes associadas aos atributos foram se existia ou
ndo delimitacdo prosodica. Como se pode perceber, os atributos sdo de naturezas
diversas.
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» Atributos prosodicos:

Before (+sentence.final.contour, -sentence.final.contour): entonacdo do
segmento prosodico anterior a possivel delimitacdo (que esta sendo
classificada pela arvore de decisao);

after (+sentence.final.contour, -sentence.final.contour): entonacdo do
segmento prosodico posterior a possivel delimitacao;

pause (true, false): se o segmento prosodico posterior ao possivel
segmento comega cCom uma pausa;

duration (valor numérico continuo): se pause for true, entéo este atributo
recebe como valor a duragéo da pausa.

» Atributos relativos as frases indicativas;

cue; (true, false): se o primeiro item lexical do segmento prosodico
posterior a0 possivel segmento comega com alguma palavraindicativa;
word; (also, and, anyway, basically, because, but, finally, first, like
meanwhile, no, now, oh, okay, only, of, see, so, then, well, where, NA —
not applicable): se cue; for true, entdo este atributo recebe como valor o
item lexical especificado, caso contrario, recebe NA;

cue; (true, false): se cue; for true e existe uma segunda palavra indicativa
apos aprimeira;

word, (and, anyway, because, boy, but, now, okay, or, right, so, still, then,
NA): se cue; for true, entdo este atributo recebe como valor o item lexical
especificado, caso contrério, recebe NA.

» Atributos relativos aos sintagmas nominais:

> Atribu

coref (+coref, -coref, NA): se 0 segmento prosodico posterior ao possivel
segmento contém um sintagma nominal que faz co-referéncia ao sintagma
nominal do segmento prosodico anterior ao possivel segmento;

infer (+infer, -infer, NA): se 0 segmento prosodico posterior ap possivel
segmento contém um sintagma nominal que pode ser inferido (por meio
de algumas regras de inferéncias) a partir de um sintagma nomina do
segmento prosddico anterior ao possivel segmento;

global.pro (+global.pro, -global.pro, NA): se o segmento prosddico
posterior ao possivel segmento contém um pronome cujo referente é
mencionado em um segmento prosddico anterior a ultima segmentacéo
detectada.

to combinado:

cue-prosody (complex, true, false): se before=+ sentence.final.contour,
pause=true e (a) cue;=true e word;* and ou (b) cue;=true, word;=and,
cuex=true e word,! and, entdo cue-prosody=complex, caso contrario, cue-
prosody recebe 0 mesmo valor de pause.

Somente os atributos relativos aos sintagmas hominais foram extraidos manual mente
do corpus. Segundo as autoras, os atributos relativos as frases indicativas sdo
facilmente identificados automaticamente, enquanto que os atributos prosodicos séo
padronizados e seguem uma certa convencdo e, portanto, também podem ser
identificados automati camente.
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Um sistema foi treinado com os atributos acima isoladamente e em conjunto.
Os resultados s&o mostrados na Tabela 8.

Tabela 8 — Resultados da segmentagéo com diversos atributos

Atributos Recall Precision Error
Sintagma 66% 25% 17%
nominal
Frases 72% 15% 50%
indicativas
Pausa 92% 18% 49%
Combinacéo 43% 48% 16%
dos atributos

2.3.4. Aprendizado baseado em instancias

Stevenson e Gaizauskas (2000) trataram um problema um pouco diferente da
segmentacdo textual da forma como ela é definida aqui. O problema consistia em
determinar a pontuagéo de um texto obtido a partir de um sistema de reconhecimento
de fala, o qual produz, normamente, textos sem pontuagdo alguma e somente em
caixa dta ou baixa’. Apesar de ser uma abordagem diferente, ela é revisada aqui por
ser uma técnica interessante que também pode ser aplicada para o problema de
segmentacdo enfocado neste relatorio.

Stevenson e Gaizauskas utilizaram a técnica de aprendizado de maguina
baseada em instancias, ou, como chamada por eles, algoritmo de aprendizado
baseado em memdria. Basicamente, s8o armazenados varios casos de treino e, para
descobrir a pontuacéo de um novo caso, procura se nesta base de treino o caso mais
similar ao novo caso que se quer classificar.

Cada caso consistiu dos seguintes atributos:
palavra que precede o sinal de pontuagao;
probabilidade da palavra que precede o sinal de pontuacéo estar no fim de uma
sentenca;
classe gramatical® da palavra que precede o sinal de pontuacao;
probabilidade da classe gramatical da palavra que precede o sinal de pontuacéo
estar no fim de uma sentenca;
indicac8o se a palavra que precede o sinal de pontuagdo é uma stopword,;
indicacdo se a palavra que precede o0 sinal de pontuacdo esta em caixa alta;
palavra que segue o sinal de pontuagao;
probabilidade da palavra que segue o sina de pontuag&o estar no inicio de uma
sentenca;
classe gramatical da palavra que segue o sinal de pontuagéo;
probabilidade da classe gramatical da palavra que segue o sinad de pontuacéo
estar no inicio de uma sentenca;
indicacdo se a palavra que segue 0 sinal de pontuacdo € uma stopword,;
indicacdo se a palavra que segue 0 sina de pontuacdo esta em caixa ata.

YV VYV

VV VV VVVYVY

’ Os erros provenientes do mau reconhecimento n&o foram abordados pel os autores.
8 Obtida pela aplicacdo de um tagger.
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As classes consideradas indicavam simplesmente se os atributos delimitavam ou ndo
uma sentenga.

Na avaliacdo desta técnica, os autores utilizaram dois conjuntos de textos: (1)
textos inteiramente em caixa alta obtidos de sistemas de reconhecimento de fala e (2)
textos obtidos de sistemas de reconhecimento de fala, mas editados de forma que as
palavras ficassem em sua devida caixa. Os resultados para os dois casos s&o
mostrados na Tabela 10.

Tabela 10 — Avaliagdo da técnica de aprendizado baseada em meméria

Caixa Precision Recall F-Measure
Somente alta 78% 75% 76%
Editada 36% 35% 35%

2.3.5. Arvores de decisio

Marcu (2000) utilizou a técnica de arvores de decisdo para 0 processo de
segmentacdo clausal de um texto. O processo funciona da seguinte forma: a cada
palavra verificada do texto, utiliza-se a arvore de decisdo gerada paraindicar se deve
ocorrer ou N&o uma segmentacdo neste ponto.

Os atributos utilizados por Marcu foram:
dois lexemas encontrados antes da palavra em foco;
dois lexemas encontrados depois da palavra em foco;
as classes gramaticais das duas palavras anteriores a palavra em foco;
as classes gramaticais das duas palavras posteriores a palavra em foco.

YV VY

As classes correspondiam as possiveis agdes a serem tomadas neste contexto, ou
sgja, basicamente, segmentar ou ndo o texto no ponto sendo analisado. Com essa
técnica, Marcu atingiu um desempenho médio de 97% para a segmentacéo clausal.

3. Consider agles Finais

Neste relatério, foi realizada uma revisdo bibliografica das técnicas de
segmentacdo textual, a qual consiste em um processo quase sempre indispensavel
para a maioria das ferramentas de Processamento de Linguas Naturais. Foram
apresentadas técnicas antigas e recentes baseadas em regras e heuristicas, em
métodos numeéricos e edtatisticos e em aprendizado de méaquina, apontando suas
vantagens e desvantagens.

A revisdo apresentada faz parte da investigagdo e do desenvolvimento de um
analisador discursivo para o Portugués do Brasil, chamado DiZer-PBr — Discourse
analyZER for BRazlian Portuguese®.
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