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Aprendizado Bayesiano Aplicado ao Processamento de Linguas
Naturais'

1. Introducéo

Técnicas de Aprendizado de Maquina (AM) tém sido muito usadas em todos
os ramos da computacdo, por exemplo, reconhecimento de imagens, sistemas
baseados em conhecimento, roteamento de redes e processamento de textos,
conseguindo resultados satisfatorios e, as vezes, até melhor do que se esperava.

As técnicas de AM sdo classicamente divididas em técnicas de aprendizado
supervisionado e nao supervisionado. No aprendizado supervisionado, o conjunto de
dados do qual se pretende extrair conhecimento ja vem todo rotulado, isto é, a cada
instancia estd associada sua classificagdo, a que o algoritmo de AM deve aprender a
realizar. No aprendizado ndo supervisionado, o conjunto de dados ndo vem rotulado,
sendo o algoritmo de AM incumbido de tentar agrupar os dados de acordo com suas
caracteristicas da melhor maneira possivel (isso € o que se chama de clustering). As
técnicas de AM podem ainda ser classificadas de acordo com o paradigma que
seguem, que pode ser simbolico, estatistico, neural ou genético. O aprendizado
simbolico se caracteriza por extrair conhecimento que seja acessivel e interpretavel
por seres humanos; o aprendizado estatistico trabalha com féormulas estatisticas e
probabilidades; o aprendizado neural consiste, principalmente, no uso de redes
neurais para classificagdo; o aprendizado genético, por fim, engloba os algoritmos
genéticos e suas aplicagoes.

Em vista da crescente utilizagao e do sucesso obtido com as técnicas de AM,
este relatorio dedica-se a mostrar o estado da arte de uma técnica especifica de AM,
o aprendizado bayesiano, aplicada ao Processamento de Linguas Naturais (PLN),
uma darea que também tem crescido bastante ultimamente, responsavel por
desenvolver técnicas, ferramentas e recursos para o tratamento automatizado das
linguas naturais. Na Secao 2, uma breve revisdo do aprendizado bayesiano ¢ feita. A
Se¢do 3 apresenta diversas aplicagdes de aprendizado bayesiano ao PLN, tentando
mostrar o estado da arte, enquanto a Secdo 4 apresenta conclusdes e comentarios
finais sobre o assunto tratado.

2. Aprendizado Bayesiano

O aprendizado bayesiano ¢ do tipo supervisionado, ja que sdo fornecidas ao
algoritmo de AM as instancias juntamente com seus rotulos (ou seja, as classes).
Seguindo o paradigma estatistico, o algoritmo faz uso de formulas estatisticas e
calculo de probabilidades para realizar a classificagdo (Mitchell, 1997).

As vantagens do AM estatistico, especialmente o aprendizado bayesiano, sdo,
principalmente: (a) o fato de se poder embutir nas probabilidades calculadas o
conhecimento de dominio que se tem (caso se tenha) e (b) a capacidade das
classificagdes feitas pelo algoritmo de AM se basearem em evidéncias fornecidas,
que podem aumentar ou diminuir as probabilidades das classes a serem observadas
em uma nova instancia que se quer classificar. Por outro lado, as desvantagens do
AM estatistico residem justamente no seu carater estatistico, ou seja, (a) muitas

! Esse trabalho teve o apoio da Fapesp ¢ do CNPq.



probabilidades devem ser calculadas e (b) isto pode ocasionar um alto custo
computacional. Uma das solu¢des para o custo do célculo das probabilidades
necessarias para o aprendizado do algoritmo é o uso do classificador naive-Bayes’, o
qual serd enfocado neste relatorio, dada sua vasta utilizagdo e bons resultados
obtidos principalmente na area de PLN.

O classificador naive-Bayes se baseia na aplicagdo do Teorema de Bayes para
o calculo das probabilidades necessarias para a classificacdo. O Teorema de Bayes ¢
mostrado abaixo j& no contexto de AM, isto ¢, dada uma nova instancia A=a,, a, ...
an, deseja-se predizer sua classe:

P(A|classe) x P(classe)

P(classe| A) = P(A)

Como A=ay, a; ... a,, tem-se:

P(q,...a, | classe) x P(classe)

P(clase| a,...a,) = Pa..a)
.8,

Para calcular a classe mais provavel da nova instancia, calcula-se a probabilidade de
todas as possiveis classes e, no fim, escolhe-se a classe com a maior probabilidade
como rotulo da nova instancia. Em termos estatisticos, isso € equivalente a
maximizar a P(classela;...a;). Para tanto, deve-se maximizar o valor do numerador
P(a;...a,|classe)xP(classe) e minimizar o valor do denominador P(a;...a;). Como o
denominador P(a;...a,) € uma constante, pois ndo depende da variavel classe que se
esta procurando, pode-se anula-lo no Teorema de Bayes, resultando na férmula
abaixo, na qual se procura a classe que maximize o valor do termo P(classe|
aj...a,)=P(a;...ayclasse)xP(classe):

argmax P(classe| a,...a,) =argmax P(a,...a, | classe) x P(classe)

A suposi¢do “ingénua” que o classificador naive-Bayes faz ¢ que todos os atributos
a;...a, da instdncia que se quer classificar sao independentes. Sendo assim, o
complexo calculo do valor do termo P(a;...ap|classe) reduz-se ao simples célculo
P(a;|classe)x... xP(ay|classe). Assim, a formula final utilizada pelo classificador ¢:

argmax P(classe| a,...a,) = argmaXH P(a | classe) x P(classe)

Sabe-se, entretanto, que, na maioria dos casos, a suposicdo de independéncia dos
atributos de uma instancia ¢ falsa. Mesmo assim, o classificador naive-Bayes produz
resultados bastante satisfatorios. Quando os atributos sdo realmente independentes, o
classificador fornece a solugao otima.

Como dito anteriormente, o calculo da classe de uma nova instincia consiste
no calculo da probabilidade de todas as possiveis classes, escolhendo-se, a seguir, a
classe com maior probabilidade. De acordo com a férmula acima, devem-se calcular
os termos P(ajclasse) e P(classe). P(classe) é simplesmente o numero de casos’

% Naive, ou naive, significa “ingénuo” em portugués.
3 Chama-se de caso uma instincia com seu rotulo durante o treinamento do classificador.



pertencente a classe em questdo sobre o numero total de casos. P(aj|classe), por sua
vez, ¢ o numero de casos pertencente a classe em questdo com o atributo i com valor
a; sobre o numero total de casos.

Como exemplo do uso do classificador naive-Bayes, considere o conjunto de
dados para treinamento da Tabela 1, no qual se deve decidir se se vai jogar ténis ou
ndo, com base na previsao do tempo (Mitchell, 1997).

Tabela 1 — Exemplo de conjunto de treinamento

Caso Outlook | Temperature | Humidity Wind PlayTennis
1 sunny hot high weak No
2 sunny hot high strong No
3 overcast hot high weak Yes
4 rain mild high weak Yes
5 rain cool normal weak Yes
6 rain cool normal strong No
7 overcast cool normal strong Yes
8 sunny mild high weak No
9 sunny cool normal weak Yes
10 rain mild normal weak Yes
11 sunny mild normal strong Yes
12 overcast mild high strong Yes
13 overcast hot normal weak Yes
14 rain mild high strong No

Supondo que se quisesse descobrir a classe mais provavel (jogar ou nao ténis) para a
instancia [Outlook=sunny, Temperature=cool, Humidity=high, Wind=strong], com
base nos dados de treinamento, dever-se-ia proceder da seguinte forma:

1) calcula-se a probabilidade de cada uma das classes ocorrer:

P(classe) = (numero de casos da classe)/(niUmero total de casos)

P(PlayTennis=yes) = 9/14 = 0.64
P(PlayTennis=no) = 5/14 = 0.36

2) calcula-se a probabilidade de cada um dos atributos da instancia em questdo em
relacdo a cada possivel classe. Por exemplo, para o atributo Wind=strong:

P(ailclasse) = (numero de casos da classe com atributo a;)/(nimero total de casos
da classe)

P(Wind=strong|PlayTennis=yes) = 3/9 = 0.33
P(Wind=strong|PlayTennis=no) = 3/5 = 0.60

3) tendo todas as probabilidades necessarias calculadas, basta calcular a
probabilidade de cada classe ocorrer agora:

P(classe| a,...a,) = [ [ P(a | classe) x P(classe)




P(PlayTennis=yes|Outlook=sunny, Temperature=cool,Humidity=high, Wind=strong)
= P(Outlook=sunny|PlayTennis=yes) x P(Temperature=cool|PlayTennis=yes) x
P(Humidity=high|PlayTennis=yes) x P(Wind=strong|PlayTennis=yes) X
P(PlayTennis=yes) = 0.0053

P(PlayTennis=no|Outlook=sunny,Temperature=cool,Humidity=high, Wind=strong)
P(Outlook=sunny|PlayTennis=no) x  P(Temperature=cool|PlayTennis=no)
P(Humidity=high|PlayTennis=no) X P(Wind=strong|PlayTennis=no)
P(PlayTennis=no) = 0.0206

X X |l

Protanto, a probabilidade de ndo jogar t€nis € maior que a probabilidade de jogar,
dados os atributos da instadncia que se quer classificar. Portanto, a classificagdo mais
provavel da nova instancia ¢ PlayTennis=no.

A préxima se¢do apresenta uma revisdo literaria de aplicacdes recentes do
aprendizado bayesiano ao PLN.

3. Aprendizado Bayesiano Aplicado ao PLN
3.1. Categorizacao de Documentos

Categorizagdo de documentos ¢ a tarefa de se associar aos documentos suas
categorias. Por exemplo, em uma pagina da Web de noticias jornalisticas, as
possiveis categorias s3o “‘esporte”, “politica”, “entretenimento”, “ciéncia”,
“educagdo”, etc. Com a crescente quantidade de informagdo disponivel na Web,
principalmente, a tarefa de categorizagdo se torna cada vez mais importante para
tarefas de recuperacdo de informacao e sumariza¢do automatica, por exemplo.

A categoriza¢dao de documentos pode ser classificada da seguinte forma:

» binaria ou graduada: na categorizagdo binaria, um documento pode pertencer
somente a uma das categorias possiveis; na categorizagdo graduada, um
documento pode pertencer a varias categorias com um certo grau de relevancia;

» simples ou multipla: na categorizacao simples, ndo ha documentos comuns entre
categorias; na categoriza¢do multipla, um documento pode pertencer a mais de
uma categoria.

Corréa e Ludermir (2002) fizeram um estudo comparativo do desempenho de
varias técnicas de AM para a categorizagdo automdtica de documentos. As técnicas
utilizadas foram redes neurais Multilayer Perceptron, Self-organizing Maps (SOM),
arvores de decisdo, regras de decisdo e aprendizado bayesiano pelo uso do
classificador naive-Bayes.

Os autores desenvolveram um sistema de categorizagdo que segue a
arquitetura da Figura 1, onde:

» na etapa de representagdo, os documentos que se quer categorizar sao
representados como vetores (Salton, 1988), em que cada posicdo do vetor
representa uma palavra do documento;

» na etapa de pré-processamento, os vetores sdo analisados, realizando-se os
processos de stemming (redugdo das palavras aos seus radicais), remogao de stop
words (palavras irrelevantes para o processamento) e selegdo de termos (ou seja,
palavras ou conjuntos de palavras) mais importantes dos documentos para
indexacao destes;



» na etapa de classificacdo, novos vetores sdo montados para os documentos,
contendo, agora, somente os termos selecionados na etapa de pré-processamento.
Por fim, estes vetores com suas categorias (dentre as possiveis) sdo utilizados
para o treinamento e teste dos algoritmos de AM utilizados, ou seja, na
linguagem de AM, as posi¢des de um vetor sdo os atributos da instancia e a
categoria associada ao vetor € seu roétulo.

Analise 1éxica
Representacao
A 4
ﬂ Stemming
Pré-processamento v
Remocao de
ﬂ stop words
Classificacao v
Selegao de
termos

Figura 1 — Arquitetura do sistema de categorizacdo automatica de documentos

Trés colecdes de dados foram codificadas conforme a arquitetura acima e
serviram para o estudo comparativo realizado: a primeira colecdo consistiu de 2.340
paginas da Web em inglés classificadas em 6 categorias possiveis, com uma dessas
categorias possuindo 15 subcategorias; a segunda colecao consistiu de 1.300 paginas
da Web em inglés e em portugués do Brasil classificadas em 2 categorias; a terceira
colecdo consistiu de 319 artigos classificados em 6 categorias. Durante a avaliagdo
do sistema de categorizagdo, as duas primeiras colecdes foram utilizadas para
categorizacdo bindria e simples, enquanto a ultima colecdo foi utilizada para
categorizacdo multipla. As Tabelas 2, 3 e 4 mostram o desempenho dos
classificadores para cada uma das coleg¢des de dados descritas acima:

» para a primeira cole¢do, o classificador naive-Bayes se saiu melhor, ou seja,
obteve a menor taxa de erro e a maior F-Measure, sendo capaz, portanto, de
identificar bem as subclasses da cole¢ao de dados;

» para a segunda e terceira colegdes, o classificador naive-Bayes obteve a segunda
e terceira posigoes, respectivamente.

Tabela 2 — Desempenho do sistema de categorizagdo para a primeira colegdo de

dados
Técnica Erro F-Measure
Naive-Bayes 23,25 76,75
Redes neurais 25,90 74,10
SOM 33,68 66,90
Arvores de decisio 37,95 62,05
Regras de decisdo 38,38 61,62




Tabela 3 — Desempenho do sistema de categorizacao para a segunda colegao de

dados
Técnica Erro F-Measure
Redes neurais 5,00 95,00
Naive-Bayes 5,33 94,67
SOM 7,00 93,00
Regras de decisdo 14,00 86,00
Arvores de decisio 14,33 85,67

Tabela 4 — Desempenho do sistema de categorizagdo para a terceira colecao de dados

Técnica Erro F-Measure
Redes neurais 15,09 88,24
Arvores de decisio 17,92 82,08
Naive-Bayes 20,75 79,25
SOM 27,36 76,62
Regras de decisdo 27,36 72,64

Ao fim das avaliagdes, ao estabelecer um ranque dos classificadores de acordo com o
erro que obtiveram, os autores chegaram a Tabela 5, na qual o classificador naive-
Bayes s6 teve desempenho pior que as redes neurais, mostrando-se, portanto,
bastante promissor para a resolucao dos problemas de categorizacao de documentos
em geral.

Tabela 5 — Ranque dos classificadores para categorizacdo de documentos
Técnicasde AM
Redes neurais
Naive-Bayes
SOM
Arvores de
decisdo
Regras de decisdo

Outros trabalhos interessantes sobre categorizacdo de documentos por meio
de técnicas de AM sao os trabalhos de Busemann et al. (2000) e Yang e Liu (1999).

3.2. Sumarizacao de Textos

A sumarizagdo de um texto consiste um produzir uma versao mais curta do
mesmo para determinado usuédrio e/ou tarefa. Com a crescente quantidade de
informacao disponivel atualmente e tempo cada vez mais reduzido que as pessoas
tém para apreender o maximo dessa informacao, a sumariza¢ao automatica tornou-se
um amplo campo de pesquisa.

O contetido do sumario, ou resumo, pode variar dependendo da audiéncia a
que se destina e para qual funcao estd sendo produzido:

» um leitor leigo no assunto do texto, pode, por exemplo, querer que o sumario
contenha definicdes e informacao contextual suficiente para que ele entenda o
restante do contetido apresentado, enquanto um leitor especialista no assunto,
pode querer somente a idéia principal do texto, ignorando todo o resto;



» se a funcdo para a qual se quer o sumario é que ele sirva de indice para um texto,
este sumario pode ser, por exemplo, apenas uma lista das palavras-chave do
texto.

Um sumadrio pode ser classificado de varias formas. Com relacdo ao conteudo
de um sumadrio, este pode ser classificado como indicativo, informativo ou critico:
sumarios indicativos servem como indice para o texto, listando seu contetdo,
podendo mesmo ndo estar em forma textual (por exemplo, uma lista de palavras);
sumarios informativos contém toda a informacdo relevante do texto, podendo
substitui-lo, inclusive; sumarios criticos, por sua vez, avaliam o contetido do texto
(exemplos tipicos desse caso sdo as resenhas). Sumadrios também podem ser
classificados de acordo com a forma como sdo construidos, podendo ser chamados
de sumarios (da palavra abstracts, do inglés), propriamente ditos, e extratos:
sumdrios transformam as estruturas superficiais de textos, podendo, por exemplo,
agregar informagdes, agrupar sentencas, separar uma sentenga em vdrias e fazer
generalizacdes e especificagdes com as informagdes apresentadas; extratos, por sua
vez, sdo constituidos por sentencas completas extraidas de textos, ndo passando,
portanto, por processos de re-escrita. Quanto a abordagem computacional utilizada
para se produzir os sumdrios, elas podem ser classificadas como profunda,
superficial e hibrida: a abordagem profunda faz uso de modelos formais e
conhecimento lingiiistico para produzir, normalmente, sumarios (referentes aos
abstracts); a abordagem superficial faz uso de conhecimento empirico e técnicas
estatisticas para produzir, normalmente, extratos; a abordagem hibrida, por fim, pode
combinar técnicas profundas e superficiais para produzir sumarios.

Larocca Neto et al. desenvolveram um sumarizador extrativo hibrido (ou seja,
produz extratos pela abordagem computacional hibrida) que utiliza técnicas de AM,
mais especificamente, arvores de decisdo e o classificador naive-Bayes. Os dados de
treinamento e teste para os algoritmos de AM foram obtidos da seguinte forma:

1. Os textos e os sumadrios auténticos (produzidos pelo proprio autor do texto) eram
pré-processados, ou seja, realizaram-se os processos de stemming, remogdo de
stop words e case folding, sendo este ultimo responsavel por deixar todo o texto
em caixa baixa;

2. Os textos e seus sumarios auténticos foram alinhados, isto é, para cada texto,
identificaram-se as sentengas do texto que correspondiam as sentencas do
respectivo sumadrio, seguindo a proposta de Mani ¢ Bloedorn (1998). Nesta
proposta, para cada sentengca do sumario, procura-se a sentenca do
correspondente texto que tenha a maior medida do co-seno, calculada da seguinte
forma:

o Constroem-se os vetores de todas as sentencas do texto ¢ do sumario

(Salton, 1988);

e (alculam-se as medidas do co-seno entre todo par de sentengas x € y do

texto e do sumadrio, respectivamente:

<XY>
X<y

onde <x,y> ¢ o produto escalar de x e y e [x| ¢ 0 modulo de x.

CO—seno=



Para cada sentenga do sumario, scleciona-se a sentenga do
correspondente texto que tenha a maior medida de co-seno com aquela
sentenca para formar o novo sumario, chamado ideal.

3. Extrairam-se de cada sentenca dos textos atributos representativos de seu
conteudo, a saber:

TF-ISF: term frequency-inver se documento frequency, que ¢ uma medida
da representatividade da sentenga no texto (Larocca Neto et al., 2000);
tamanho da sentenga;

posicao da sentenca no texto;

similaridade da sentenga com o titulo do texto: novamente, calculada pela
medida de co-seno;

similaridade da sentenga com as palavras-chave do texto: pela medida de
co-seno, novamente;

coesdo entre sentencas: pelo uso de uma variacao da medida de co-seno;
coesdo entre a sentenca € o centroide do texto: pela variacdo da medida
de co-seno, novamente;

ocorréncia de nomes proprios na sentenga;

presenca de anaforas na sentenca;

ocorréncia de termos que indiquem informagao supérflua na sentenga;

etc.

4. Construiram-se os conjuntos de treinamento e teste para os algoritmos de AM da
seguinte forma:

cada instancia do conjunto de dados representa uma sentenga do texto e ¢
formada pelos atributos acima (item 2);

a classe, ou rétulo, de cada instancia indica se a sentenca representada por
aquela instancia ¢ adequada ou ndo para estar no sumadrio, sendo que as
sentencas do texto adequadas para estar no sumario sdo aquelas que
foram selecionadas para formar o sumadrio ideal (item 1).

Os dados utilizados para treinar e testar o sumarizador foram os textos da
base de dados do TIPSTER (Harman, 1994). Para comparagdo com o sumarizador
produzido, os autores também geraram sumarios com o Microsoft Word Summarizer
e com um algoritmo que seleciona as primeiras sentengas de um texto para formar
seu sumadrio. Os resultados obtidos sdo mostrados na Tabela 6 em termos das
medidas de precision e recall. De acordo com a tabela, o classificador naive-Bayes
se mostrou bem melhor que todos os outros métodos, embora todos tenham tido um
desempenho ruim.

Tabela 6 — Desempenho dos sumarizadores de texto

Sumarizador Precision Recall
Naive-Bayes 53,43 53,43
Microsoft Word Summarizer 38,80 43,67
Arvores de decisio 34,68 34,68
Primeiras sentengas do texto 32,03 32,03




Outros trabalhos interessantes sobre sumarizacdo de textos que utilizam
técnicas de AM sao Kupiec et al. (1995) e Larocca Neto (2002).

3.3. Desambiguacéo do Sentido das Palavras

A tarefa de desambiguacdo do sentido das palavras (DSP) de um
texto/sentenca consiste em determinar a acepgao correta das palavras dentro de seus
contextos. Por exemplo, a palavra “banco” pode ter varios significados: “instituicdo
financeira”, “artefato humano para se sentar”, “dar apoio financeiro”, etc. O processo
de DSP ¢ muito importante para o desenvolvimento de tradutores automaticos.

Vérias abordagens podem ser utilizadas para a deteccdo automatica do
sentido das palavras. Pode-se fazer uso de ferramentas como taggers (ou seja,
etiquetadores morfossintaticos) e parsers (analisadores sintaticos), podendo-se variar
ainda, por exemplo, o tamanho do contexto ao redor da palavra que se quer
desambiguar no texto/sentenga, os tipos de conhecimento utilizados para a
desambiguacdo (morfoldgico, morfossintatico, sintatico, sintatico e semantico, etc),
as abordagens utilizadas (profunda vs superficial), entre outros critérios.

Cucchiarelli e Velardi (2002) fizeram experimentos de DSP com algoritmos
de AM, mais especificamente, arvores de decisdo e classificadores naive-Bayes,
combinando diversos tipos de atributos. Os atributos considerados pelos autores para
a desambiguacao de uma palavra foram:

» aetiqueta morfologica da palavra;

o lema da palavra;

o tipo da palavra: se representa uma entidade ou uma lexia complexa (por
exemplo, termos como “avenida principal” e “world wide web”);

a categoria semantica da palavra: por exemplo, “instituicdo financeira”,
“organizagdo”, “local”, etc;

o hiperénimo da palavra: extraido da WordNet*;

o synset da palavra na WordNet;

etc.

VVYV VWV VY

Os experimentos foram conduzidos considerando varios tamanhos de contexto
também, isto ¢, quantas palavras sdo consideradas a esquerda e a direita da palavra
que se quer desambiguar. Os autores utilizaram contextos de tamanhos 2 e 4.

O conjunto de dados utilizados para o treinamento e teste foram os mesmos
utilizados pelo programa de avaliagio de sistemas de DSP chamado Senseval’. O
primeiro experimento conduzido considerou somente os quatro primeiros atributos
relatados acima. O segundo experimento considerou a combinagdo de todos os
atributos. A Tabela 7 mostra o desempenho dos algoritmos de AM para o primeiro
caso, enquanto a Tabela 8 mostra o erro médio dos algoritmos de AM para o
segundo caso.

Tabela 7 — Desempenho dos sistemas de DSP para o primeiro caso

Técnicade AM | Desempenho
Arvores de decisio 70,40%
Naive-Bayes 63,42%

* http://www.cogsci.princeton.edu/~wn/
> http://www.itri.bton.ac.uk/events/senseval/
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Tabela 8 — Erro médio dos sistemas de DSP para o segundo caso

Técnicade AM | Erro médio
Naive-Bayes 39,32%
Arvores de decisio 43,54%

Como se pode notar, no primeiro caso, as arvores de decisdo se sairam melhor que o
classificador naive-Bayes. Ja no segundo caso, utilizando todos os atributos, o
classificador naive-Bayes alcangou um erro médio menor do que o erro das arvores
de decisdo, ou seja, desempenhou-se melhor. Os autores verificaram que o
desempenho dos sistemas de DSP melhora quando (a) se consideram mais atributos
de natureza semantica (por exemplo, aqueles que utilizavam a WordNet), (b)
utilizam-se contextos maiores ao redor da palavra que se quer desambiguar e (c) ha
um grande conjunto de treinamento. Ainda, de acordo com os autores, os resultados
das Tabelas 7 e 8 estdo muito proximos dos limites de desempenho a serem atingidos
por sistemas de DSP que utilizam técnicas de AM, caso ndo se consiga um modo
mais eficiente e robusto de se extrair conhecimento de natureza semantica de textos.

Outros trabalhos interessantes sobre DSP usando técnicas de AM sdo os
trabalhos de Pedersen (2000) e Bruce e Wiebe (1999).

3.4. Anélise de Discurso

Dentro do PLN, textos podem ser analisados em varios niveis, desde o mais
baixo, o fonético-fonologico, até o mais alto, o nivel da pragmatica e do discurso. A
Figura 2 mostra os niveis de processamento em PLN e sua relagdo com a
complexidade e abstracdo do tratamento computacional. Por essa figura, pode-se
perceber que, quanto mais se sobe nos niveis, mais complexo e abstrato fica o
tratamento computacional. A analise do discurso encontra-se nos dois ultimos niveis,
isto ¢, entre a semantica e a pragmatico e o discurso.

Pragmatica/Discurso Complexidade
Serpantlca Abstragdo
Sintaxe
Morfologia
Fonética/Fonologia

Figura 2 — Niveis de processamento em relacdo a complexidade e abstracdo do
tratamento computacional

Sabe-se que, em um texto, as senteng:as/cla'lusulas6 ndo sdao, normalmente,
entendidas de forma isolada, pois elas se relacionam as outras sentencas/clausulas do
texto, formando uma estrutura altamente elaborada que permite ao leitor do texto ler
e entender seu significado. A essa estrutura, dd-se o nome de estrutura discursiva.
Uma analise de discurso deve, portanto, produzir uma estrutura dessa natureza. Por
exemplo, considere o trecho de texto abaixo ja segmentado em 3 cldusulas:

% Clausula, nesse contexto, ¢ uma unidade minima de significado, podendo ter qualquer estruturagéo
interna.
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“[1] Ele queria jogar ténis com Janete, [2] mas também queria jantar com Suzana.
[3] Sua indecisdo o deixou louco.”

Nesse trecho, pode-se perceber, mesmo intuitivamente, que:
» existe uma relagdo de contraste entre as clausulas 1 e 2;
» arelagdo de contraste entre 1 e 2 causou o fato expresso na clausula 3.

Essas relacdes, como contraste e causa, sdo normalmente chamadas de relacdes
discursivas. Esse tipo de conhecimento pode ser muito Util em aplicagdes praticas de
PLN, auxiliando em tarefas de corregdo gramatical e estilistica de textos,
sumarizacao de textos e tradug@o automadtica, por exemplo.

Marcu e Echihabi (2002) utilizaram aprendizado bayesiano para tentar
detectar automaticamente as relacdes discursivas, treinando e testando varios
classificadores naive-Bayes para isso.

Em face das varias teorias discursivas existentes e seus diferentes
pressupostos e relacdes discursivas que assumem, ja que esse nivel de analise ¢
inerentemente ambiguo e dificil de se formalizar, os autores optaram por selecionar
algumas relagdes discursivas mais genéricas para tratarem. Por exemplo, algumas
teorias estabelecem varias relagdes de oposicao possiveis entre dois trechos de texto,
como “contraste”, “antitese” e “concessdo”. Neste caso, os autores selecionaram uma
relacdo mais genérica que cobrisse todos esses casos: a relacdo “contraste” somente.
No geral, as relagdes usadas pelos autores foram:
contraste: indica oposi¢ao entre duas clausulas;
explicagdo-evidéncia: uma cldusula fornece a explicagdo ou a evidéncia do
conteudo de uma outra clausula;
condi¢do: o conteido de uma clausula é condicionado a ocorréncia do contetido
de outra clausula;
elaboracdo: uma cldusula apresenta mais informagdo sobre o conteido de outra
clausula;
nenhuma: quando nenhuma das relagdes acima se aplica.

YV VvV VY VYV

Os autores utilizaram dois conjuntos de textos para seus experimentos, a

saber: um corpus de 41.147.805 sentencas em inglés e um corpus de 1.796.386

sentengas em inglés com anotagdes sintaticas feitas por Charniak (2000). Para formar

os conjuntos de treinamento e de teste, os autores selecionaram pares de clausulas
dos corpora e associaram suas relagdes discursivas.
O aprendizado se deu da seguinte forma:

» para cada par de clausulas C1 e C2, suas palavras foram consideradas como
atributos da instancia para o aprendizado, enquanto que a relacdo discursiva R
entre as clausulas C1 e C2 foi considerada a classe, ou rotulo, da instancia;

» treinou-se o classificador naive-Bayes com a probabilidade de todo par de
palavras pl e p2 das cldusulas C1 e C2, com pleCl e p2eC2, indicarem a
relagdo R entre as cldusulas em questao, ou seja:

argmax P(R| P1, P2) = argmax H P(pi, pj | R x P(R)

piePl, pjeP2
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onde P1 e P2 representam, respectivamente, o conjunto de palavras das clausulas
CleC2.

Os autores utilizaram tal modelagem de probabilidade por observarem que a co-
ocorréncia de palavras pode indicar a relagdo retdrica. Por exemplo, no trecho
“Jodo ¢ bom em matematica e ciéncias. Paulo reprovou em todas as matérias que
fez.”, a relagdo de contraste pode ser reconhecida pelas cargas semanticas
opostas das palavras “bom” e “reprovou”.

» com o método acima, foram treinados classificadores para (a) distinguirem entre
todo possivel par de relagdes discursivas (por exemplo, contraste VS explicagdo-
evidéncia, contraste VS condig¢do, explicacdo-evidéncia Vs condigdo, etc) e (b)
distinguirem todas as relagdes em conjunto. No primeiro caso, os classificadores
foram treinados com exemplos somente dos pares de relagdo em questdo; no
segundo caso, os classificadores foram treinados com todo o conjunto. A Tabela
9 mostra o desempenho dos classificadores naive-Bayes para os dois casos.

Tabela 9 — Desempenho dos classificadores para identificacao de relagdes
discursivas
Relagbes Desempenho
Pares de relagoes 93,00%
Todas as relagdes 49.,70%

Os autores verificaram que ao aumentarem o conjunto de treinamento, a melhoria no
desempenho dos classificadores para cada par de relagdes era muito pequena. Apos
analises, observaram que alguns pares de palavras ndo eram representativos para
determinar as relacdes discursivas, o que causava a pequena melhoria de
desempenho citada acima. Com isso, resolveram realizar novamente todo o processo
de treinamento e teste dos classificadores somente com as palavras das clausulas que
fossem das classes substantivo ou verbo ou que fossem marcadores discursivos, ja
que estes podem indicar a relagdo discursiva entre as clausulas que relaciona (por
exemplo, o marcador discursivo “mas” ¢ altamente indicativo da presenca de uma
relagdo discursiva de contraste). Como resultado, concluiram que o desempenho dos
classificadores pode melhorar com tal técnica.

Marcu e Echihabi concluiram que sua técnica, baseada em pares de palavras,
¢ bastante eficiente para a andlise discursiva automatica, dada a simplicidade e
obviedade dos atributos escolhidos para o treinamento dos classificadores naive-
Bayes. Conforme os autores, atributos mais representativos e com maior poder de
predicao das relagdes discursivas poderiam, ainda, melhorar muito o desempenho
dos classificadores.

Mais detalhes sobre como utilizar técnicas de AM para analise de discurso
podem ser obtidos em Marcu (2000).

3.5. Desambiguacéo de Conjuntos de Confusio

Conjuntos de confusdo consistem em grupos de palavras muito parecidas que
sao comumente confundidas ou usadas no contexto errado pelas pessoas. Por
exemplo, para a lingua inglesa, ha os conjuntos {principle, principal}, {then, than},
{to, two, too} e {weather, whether}. Em portugués, podemos citar {Secdo, sessdo,
cessdo}. A tarefa de desambiguagdo de conjuntos de confusdao (DCC) consiste em
determinar a palavra correta a ser usada em seus contextos de ocorréncias. Esse tipo
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de resolugdo em PLN pode melhorar o desempenho de aplicagdes como corregdo
gramatical e reconhecimento de fala.

Banko e Brill (2001) investigaram o uso de classificadores naive-Bayes para
resolver esse problema, analisando, também, a influéncia do tamanho do conjunto de
dados de treinamento no desempenho do sistema.

A forma de se aplicar AM foi removendo as palavras dos conjuntos de
confusdo das sentengas em que ocorriam, inserindo, em seu lugar, marcadores para
indicar suas posi¢des. A tarefa do sistema de DCC foi, assim, decidir pelo uso da
palavra correta dos conjuntos de confusdo em foco toda vez em que um dos
marcadores era encontrado.

Os autores treinaram e testaram seus classificadores com corpora de tamanho
crescente, de forma a verificar a influéncia do tamanho dos corpora na classificagdo,
partindo de 500.000 palavras até 1.000.000.000 de palavras. Os atributos de cada
instancia do aprendizado foram:

» palavras do contexto de ocorréncia do marcador (que sera substituido por uma
das palavras dos conjuntos de confusao em foco);
» etiquetas morfoldgicas das palavras do contexto.

A classe, ou rétulo, dos atributos foram as proprias palavras dos conjuntos de
confusdo. Como resultado, os classificadores atingiram um desempenho acima de
95%, aumentando seu desempenho conforme o tamanho do corpus de treinamento
também aumentava. Com isso, os autores levantaram questdes importantes sobre o
que ¢ mais eficiente, tanto em termos de tempo gasto quanto de custo financeiro e
computacional: desenvolver novos algoritmos de AM ou investir na preparagdo dos
dados para formar conjuntos de treinamento maiores.

Outros trabalhos interessantes sobre DCC usando técnicas de AM sdo os
trabalhos de Golding (1995) e Golding e Schabes (1996).

3.6. Extracéo de Infor macéo

A tarefa de extragdo de informagdo consiste em identificar e extrair de um
documento determinadas informagdes e/ou detalhes. Normalmente, ferramentas de
extragdo de informagdo sdo desenvolvidas para dominios especificos e muito
limitados, dos quais se conhece muito bem a estrutura dos documentos, que ¢ um
requisito essencial para que muitos dos sistemas existentes tenham um bom
desempenho.

Em PLN, a extragdo de informacgdo ¢ muito importante para sistemas de
pergunta e resposta, onde se deve reconhecer em uma base de dados/textos a
informagdo solicitada pelo usudrio, sistemas de sumarizagdo automatica, nos casos
em que o sumario a ser produzido deve ser focado em eventos e/ou conceitos
descritos no texto (Mani, 2001), entre outros.

Freitag (1998a) investigou como tratar o problema de extra¢do de informagao
de forma que a ferramenta desenvolvida fosse mais genérica e independente de
dominios e estruturas textuais pré-determinadas. Ele concluiu que técnicas de AM
seriam boas para essa tarefa, imediatamente observando as seguintes vantagens
alcangadas pelo seu uso:

» menos esfor¢o humano para desenvolver ferramentas de extragdo de informacao,
j4 que, com as técnicas de AM, o sistema aprende o que deve extrair de um

14



documento em vez de um ser humano tentar reconhecer regras (as vezes, até
intuitivamente) de como reconhecer e extrair informagdao de um documento;

» mudar para um novo dominio de documentos nao se tornaria mais uma questao
de implementar novos métodos para reconhecer outras estruturas textuais, mas
uma simples adaptagdo dos atributos que servirdo de treinamento para a técnica
de AM;

» facil extensdo da ferramenta de extragdo de informagao desenvolvida.

As técnicas de AM utilizadas por Freitag (1998a, 1998b) foram SRV, Rote e
o classificador naive-Bayes. Essas técnicas foram treinadas com atributos genéricos
o suficiente para que ndo invalidasse a aplicagdo dos classificadores gerados em
outros dominios e estruturas textuais. Isso foi feito por meio do treinamento dos
classificadores com atributos que ndo levassem em considera¢do, por exemplo,
informacdo relativa a estrutura textual em foco, suposi¢cdes de que o texto fosse
gramatical e que toda palavra encontrada devesse estar no 1éxico utilizado.

Freitag utilizou, para treinar e testar seus classificadores, um conjunto de 600
textos que tratavam de assuntos sobre “aquisi¢ao de bens materiais”. Metade desse
conjunto de textos foi usada para treinar os classificadores, enquanto a outra metade
foi usada para testa-los. Sendo textos sobre “aquisi¢des”, foi estabelecido que as
informagdes que deveriam ser extraidas do texto, ou seja, reconhecidas pelos
classificadores, deveriam ser relativas as seguintes informagdes:

» entidades/nomes que participaram da aquisi¢do: quem vendeu (referenciado,
daqui em diante, pelo termo seller), quem comprou (purchaser) e o que foi
adquirido (acquired);

siglas ou abreviaturas das entidades/nomes que participaram da aquisi¢do:
sellerabr, purchabr e acgabr;

local do bem adquirido: acgloc;

o prego pago: diramt;

o estado da negociagdo: status.

VVV VY

Para cada instdncia de treinamento e teste, as classes consistiram nos termos
relativos a aquisi¢do dos bens materiais (acquired, seller, purchaser, etc.), com os
seguintes atributos:

se a primeira letra da palavra em foco ¢ maitscula;

se a palavra em foco € um numeral;

se a palavra em foco ¢ um substantivo;

a relagdo sintatica da palavra em foco com as palavras que a cercam em seu
contexto de ocorréncia;

identificadores dos synsets da WordNet aos quais a palavra em foco pertence.

YV VVVYV

Para preparagdo dos dados de treinamento e teste, o quarto atributo acima ¢ obtido
pelo uso de um parser, enquanto o ultimo atributo ¢ importado diretamente da
WordNet para cada palavra consultada.

O desempenho dos classificadores ¢ mostrado na Tabela 10 em termos das
medidas de precision e recall calculadas sobre as informagdes de “aquisi¢do”
extraidas dos documentos. O método SRV foi treinado e testado de duas formas: (a)
considerando todos os atributos listados anteriormente (representado na Tabela 10
por “SRV”) e (b) considerando somente os atributos menos sofisticados, ou seja,
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excluindo-se os atributos obtidos por uma analise lingiiistica das palavras pelo uso
do parser e da WordNet (representado na Tabela 10 por “SRV+ling”).

Tabela 10 — Desempenho dos classificadores para extragdo de informacdo (Freitag 1998a)

Precision| Recall |Precison| Recall |Precision| Recall
Classificador acquired purchaser seller
Rote 59,6 18,5 43,2 23,2 38,5 15,2
Naive-Bayes 19,8 100 36,9 100 15,6 100
SRV 384 96,6 42,9 97,9 16,3 86,4
SRV+ling 38,0 95,6 42,4 96,3 16,4 82,7
acqabr purchabr sellerabr
Rote 16,1 42,5 3,6 41,9 2,7 27,3
Naive-Bayes 23,2 100 39,6 100 16,0 100
SRV 31,8 99,8 41,4 99,6 14,3 95,1
SRV+ling 35,5 99,2 43,2 99,3 14,7 91,8
acgloc status diramt
Rote 6,4 63,1 42,0 94,5 63,2 48,5
Naive-Bayes 7,0 100 33,3 100 24,1 100
SRV 12,7 83,7 39,1 89,8 50,5 91,0
SRV+ling 15,4 80,2 41,5 87,9 52,1 89,4

Freitag conclui que, no geral, todos os classificadores tiveram desempenho
parecido. Com isso, constatou que o uso de atributos resultantes de andlise
lingiiistica (provenientes do parser ¢ da WordNet utilizados) ndo aumentou
suficientemente o desempenho do classificador SRV para justificar a inclusdo desses
atributos nas instancias de aprendizado, ja que os atributos mais simples forneceram
informacao suficiente aos classificadores.

Outros trabalhos interessantes sobre extracao de informacgdo pelo uso de
técnicas de AM sdo os trabalhos de Soderland (1996) e Califf e Mooney (1997).

3.7. Andlise Sintatica

Analise sintatica, ou parsing, consiste em identificar a fungao sintatica que os
termos exercem numa sentenga. Sistemas que realizam a analise sintatica automatica
de sentengas, chamados parsers, sdo essenciais para muitas aplicacdes de PLN,
como sumarizacdo automatica, interpretacdo, traducdo automatica, corre¢ao
gramatical, entre outras.

Ha varias abordagens possiveis para se desenvolver um parser (Allen, 1987).
Uma delas diz respeito a forma como se analisa uma sentenca: (a) podem-se achar
regras gramaticais que gerem a sentenga em questdo (método chamado top-down, ou
seja, parte-se de um simbolo inicial de uma gramatica até se produzir as palavras da
sentenca); (b) partindo-se das palavras da sentenga, procuram-se estruturas sintaticas
que relacionem as palavras, de forma que, no final, as regras gramaticais ndo sejam
violadas (método chamado bottom-up, ou seja, parte-se das palavras da sentenga até
se produzir um simbolo inicial da gramatica); (c) levam-se em consideragao tanto as
palavras da sentenga quanto as regras gramaticais para se construir a estrutura
sintatica da sentenga (método chamado mixed). Um parser também pode ser
classificado como deterministico ou probabilistico: um parser deterministico utiliza
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as primeiras regras gramaticais possiveis de serem aplicadas a sentenga para produzir
sua estrutura sintdtica, produzindo, assim, somente uma estrutura sintatica para a
sentenca; um parser probabilistico, por outro lado, constroéi todas as estruturas
sintaticas possiveis para uma sentenga pela utilizagdo de todas as regras gramaticais
possiveis, associando a cada estrutura sua probabilidade de ser a estrutura sintatica
adequada para a sentenca em questao.

As regras gramaticais de um parser podem ser desenvolvidas das seguintes
formas: (a) pela intuicdo de um lingiiista computacional; (b) com base em estudos de
fenomenos lingiiisticos ocorrentes em corpora; (c) de forma hibrida, isto ¢, as regras
sdo desenvolvidas com base em estudos de corpora e depois avaliadas por um
lingiiista computacional. De qualquer forma, o desenvolvimento de regras
gramaticais para um parser ¢ complexo, dado que vdrios fatores devem ser
observados, por exemplo:

» as regras gramaticais ndo devem ser muito restritivas a ponto de ndo serem
aplicadas a sentengas que seguem seus padroes sintaticos;

» as regras gramaticais ndo devem ser muito genéricas a ponto de serem aplicadas
a sentengas que nao seguem seus padrdes sintaticos;

» as regras gramaticais devem abranger tantos fendmenos lingiiisticos quanto
possivel.

Delisle et al. (1998) investigaram o uso de técnicas de AM para auxiliar o
processo de parsing, em particular, a escolha de regras gramaticais adequadas para
serem aplicadas as sentengas, ja que escolhas ruins podem levar o parser a produzir
analises sintaticas erradas e/ou aumentar o tempo de processamento necessario. O
parser utilizado pelos autores, chamado DIPPET, possui as caracteristicas de ser top-
down e deterministico, com suas regras gramaticais desenvolvidas de forma hibrida.
Com o uso de técnicas de AM, os autores buscavam uma adaptacdo mais facil do
parser para outros dominios € 0 menor esforco humano para o desenvolvimento das
regras gramaticais, além de um melhor desempenho do parser.

O problema enfocado pelos autores foi a questdo da escolha da regra
gramatical inicial para analisar sintaticamente uma sentenga, que, no DIPPET, sdo de
dois tipos, a saber: (a) uma regra para analisar sentengas simples, sem oracdes
subordinadas (referenciada, daqui em diante, por NON_COMPOUND) e (b) uma
regra para analisar sentencas complexas, com coordenagdes (referenciada por
COMPOUND). Desta forma, dada uma nova sentenca para ser analisada, os autores
desejavam que os algoritmos de AM informassem se tal sentenga deveria ser
analisada por uma regra NON_COMPOUND ou COMPOUND. Sob esse enfoque,
as seguintes questdes tiveram que ser analisadas:

» (que atributos seriam representativos o suficiente de uma sentenga para
permitirem a determinagdo da regra gramatical adequada a ser aplicada;

» como incorporar o que foi aprendido ao DIPPET;

» como avaliar o “novo” DIPPET.

Os autores decidiram por utilizar os seguintes atributos para representar uma
instancia de aprendizado referente a uma sentenga’:
» numero de palavras da sentenca;

7 Os autores também aplicaram a técnica PCA (Principal Component Analysis) (Johnson and
Wichern, 1992) aos atributos, mas ndo conseguiram resultados bons. Segundo os autores, isso ocorreu
devido ao fato dos atributos ja serem altamente ndo redundantes.
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numero de palavras que podem ser verbos na sentencga;

nimero de palavras que podem ser verbos auxiliares na sentenca;

a distancia entre os verbos de uma sentenga, caso mais de um verbo ocorra na
sentenca,

numero de palavras que podem ser palavras coordenativas na sentenca;

nimero de fragmentos sintaticos encontrados na sentenca;

numero de fragmentos sintaticos verbais encontrados na sentenga;

nimero de palavras ndo consideradas durante a deteccdo dos fragmentos
sintaticos da sentenca;

porcentagem da sentenca reconhecida durante a detec¢do dos fragmentos
sintaticos;

V VVVV VVYVYVY

onde os quatro ultimos atributos sdo obtidos por uma versao do DIPPET que realiza
uma analise sintdtica parcial, identificando os chamados “fragmentos sintaticos” em
uma sentenga, por exemplo, sujeito, verbo e adjuntos adverbiais. As possiveis classes
sdo as identificacdes das regras gramaticais a serem aplicadas, ou seja,
NON_COMPOUND ou COMPOUND.

Foram varias as técnicas de AM utilizadas pelos autores, a saber: regras de
decisdo, aprendizado baseado em instancias, redes neurais e o classificador naive-
Bayes. O conjunto de dados para treinamento e teste consistiu de 111 sentengas (55
da classe COMPOUND e 56 da classe NON_COMPOUND) extraidas de manuais de
usuarios para softwares, de um guia de impostos, de um livro sobre fendomenos
climaticos ¢ do Brown Corpus®’. Dois tercos do conjunto de sentencas foram
reservados para o treinamento; o restante foi reservado para o teste dos
classificadores gerados. As taxas de erro obtidas sdo mostradas na Tabela 11.

Tabela 11 — Desempenho dos classificadores para o reconhecimento da regra
gramatical adequada (Delisle et al., 1998)

Classificador TaxadeErro
Com base em instancias 10,8%
Rede neural 13,5%
Naive-Bayes 16,2%
Regras de decisao 18,9%

Como o DIPPET faz uso de regras gramaticais para realizar a analise
sintatica, as regras de decisdo aprendidas durante a aplicagdo do algoritmo de AM
foram inseridas no DIPPET no lugar das antigas regras. Antes, entretanto, os autores
selecionaram as regras de decisdo que seriam inseridas no DIPPET por meio dos
seguintes critérios:

» taxa de erro estimada das regras;

» o0 quanto cada regra parecia fazer sentido para os lingiiistas computacionais;
» alegibilidade das regras, de forma que regras mais simples fossem preferidas;
» anovidade das regras, isto €, se apresentavam conhecimento inédito.

As regras de decisdo aprendidas foram implementadas no DIPPET de trés formas:
1) implementaram-se somente as regras aprendidas para a classe COMPOUND.
Caso essas regras nao se aplicassem, a classe NON_COMPOUND seria entdo

¥ http://www_hit.uib.no/icame/brown/bcm.html

18



assumida como correta. Essa implementagdo serd referenciada por C-imp daqui
em diante.

2) implementaram-se somente as regras aprendidas para a classe
NON_COMPOUND. Caso essas regras nao se aplicassem, a classe
COMPOUND seria entdo assumida como correta. Essa implementagdo sera
referenciada por NC-imp daqui em diante.

3) as implementacdes acima foram combinadas. Essa implementacdo sera

referenciada por NC_C-imp daqui em diante. Para uma nova sentenca, a classe
resultante dessa implementagdo ¢ dada pelas combinagdes da Tabela 12.
Para a primeira linha da tabela, por exemplo, caso C-imp indique a classe
COMPOUND e NC imp também a indique, NC C-imp indicara a classe
COMPOUND. Pode-se perceber que a classe NON_COMPOUND ¢ escolhida
quando as duas primeiras implementagdes discordam, ja que a segunda classe
ocorre com mais freqiiéncia nos corpora utilizados.

Tabela 12 — Combinagao das implementacdes das regras de decisdo (Delisle et al.

1998)
C-imp NC-imp NC_C-imp
COMPOUND COMPOUND COMPOUND

NON_COMPOUND | NON_COMPOUND | NON_COMPOUND
NON_COMPOUND COMPOUND NON_COMPOUND
COMPOUND NON_COMPOUND | NON _COMPOUND

As taxas de erro do DIPPET com as antigas e as novas regras sdo mostradas
na Tabela 13. Como se pode notar, todas as implementacdes das regras de decisdo
tiveram desempenho melhor que as antigas regras.

Tabela 13 — Desempenho do DIPPET (Delisle et al. 1998)

Versao TaxadeErro
Regras originais 25,26%
C-imp 20,52%
NC-imp 22,10%
NC_C-imp 16,31%

Os autores concluiram que técnicas de AM podem melhorar muito o
desempenho de parsers, auxiliando na escolha de regras gramaticais a serem
aplicadas a uma nova sentenga. Dessa forma, é possivel minimizar o tempo e o
processamento necessario para a realizacdo da analise sintatica, ja que se indicam de
antemao que regras gramaticais utilizar, evitando, assim, a busca exaustiva no espago
de regras possiveis.

Outros trabalhos interessantes que utilizam técnicas de AM no processo de
parsing sdo os trabalhos de Samuelsson (1994), Soderland (1996), Collins (1999) ¢
Bonfante & Nunes (2001), este ultimo envolvendo o portugués do Brasil.

3.8. Etiquetacdo Morfolbgica
A tarefa de etiquetagdo (ou anotagdo, ou marcacdo) morfologica, também

chamada tagging, consiste, basicamente, em associar as palavras de uma sentenga
suas classes gramaticais (etiquetas ou, no inglés, tags). Sistemas que realizam
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automaticamente esse tipo de etiquetacdo sao chamados de taggers e sao essenciais
para muitas aplicagdes de PLN, como parsing, e também para a area de lingiiistica
de corpus.

Atualmente, principalmente para o inglés, os taggers atingiram um
desempenho quase tdo bom quanto o humano. Entre os erros que um tagger ainda
comete, destacam-se os erros derivados da presenga de dados esparsos para o
desenvolvimento do tagger, isto ¢, como um tagger ¢ desenvolvido a partir de
corpora etiquetados (utilizando medidas estatisticas e empiricas com base na
ocorréncia das palavras e suas classes gramaticais), ele consegue etiquetar “bem” as
palavras com as quais ele foi treinado. Quando palavras desconhecidas sdo
apresentadas ao tagger, este pode cometer erros ao etiquetd-las. Portanto, grandes
esfor¢os t€m sido despendidos na tentativa de etiquetar corpora enormes que sejam
representativos da lingua para treinamento dos taggers, de forma que estes consigam
atingir desempenho maximo. A etiquetacdo de corpora para treinamento dos taggers,
entretanto, ¢ uma tarefa extremamente custosa para humanos, os quais sempre
cometem erros, tornando necessario, ainda, um processo de revisdo da etiquetagdo
feita.

Eskin (2000), visando auxiliar os processos de etiquetacdo e revisdo
comentados acima, desenvolveu um método de deteccdo de erros na etiquetagdo
morfologica utilizando técnicas de AM, dentre elas, o classificador naive-Bayes.

O método de detecgao de erro utilizado ¢ derivado de um método de detecgao
de anomalias em dados estatisticos (Barnett and Lewis, 1994). Nesse contexto, o
classificador naive-Bayes ¢ usado para estimar os parametros do método de detecgao
de anomalias. Com esse método, consegue-se estimar as possiveis palavras
etiquetadas erroneamente em um corpus ja etiquetado (por humanos ou mesmo por
um tagger) e sugerir corre¢des quando necessario. Além da motivagdo de auxiliar o
processo de etiquetacdo e revisdo, como dito anteriormente, Eskin ainda ressalta que
as anomalias encontradas pelo método de deteccdo podem consistir em fendmenos
interessantes da lingua que merecem ser estudados com maior profundidade.

Com relagdo ao aprendizado bayesiano, a colecdo de dados utilizada para
treinar e testar o classificador naive-Bayes foi o corpus anotado do Penn Treebank
(Marcus et al., 1993) com, aproximadamente, 1,25 bilhdes de palavras etiquetadas
manualmente. Para cada instancia de aprendizado, que consiste em uma palavra
etiquetada e seu contexto, os atributos usados foram:

» apropria palavra;
» aetiqueta da palavra anterior a palavra em foco;
» actiqueta da palavra posterior a palavra em foco.

As possiveis classes, neste caso, foram todas as possiveis etiquetas do conjunto de
etiquetas utilizado (tagset).

Ao final do processo de classificacdo, as probabilidades de uma palavra
pertencer as classes gramaticais do tagset sao utilizadas para o calculo de detec¢do
de anomalias. Caso esse processo indique que a classe gramatical associada a palavra
em foco seja uma anomalia, utiliza-se esse mesmo processo, com as probabilidades
da palavra pertencer as outras classes gramaticais, para determinar a possivel classe
gramatical correta da palavra.

Eskin, em sua avaliacdo, pediu que lingiiistas computacionais julgassem os
resultados da aplicacdo do método ao corpus anotado do Penn Treebank, associando
as anomalias identificadas pelo método uma das seguintes categorias:
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» erro no corpus: a etiquetagdo da palavra no corpus realmente estava errada, ou
seja, o método fez uma indicagdo correta;

» erro do método: a etiquetacdo da palavra no corpus estava correta, ou seja, o
método a identificou erradamente como anomalia;

» nao ha certeza: quando o lingiiista computacional ndo sabia se a etiquetagdo da
palavra no corpus estava errada ou nao.

Além disso, para os casos em que havia erro no corpus, foi julgado se a sugestdo de
etiqueta feita pelo método estava correta. Como resultado, foi verificado que (a) 44%
dos casos indicados pelo método como andmalos eram realmente anomalos (sem
computar as palavras em que os lingiliistas computacionais avaliaram como nao
havendo certeza sobre a etiquetagdo) e (b) caso fossem aceitas as sugestdes de
etiquetagao feitas pelo método, 91% dos erros do corpus seriam corrigidos.

Eskin concluiu que seu método pode ser muito eficaz para o propdsito a que
foi desenvolvido, mas também destacou limitagdes, principalmente o fato de o
método ndo ser capaz de reconhecer etiquetagdes ambiguas, podendo indicar como
anomalia uma etiquetagao correta.

Outros trabalhos interessantes sobre etiquetagdo morfoldgica com uso de
técnicas de AM sdo os trabalhos de Haji¢ (2000), Roth e Zelenko (1998) e Aires et
al. (2000), este ultimo para o portugués do Brasil.

A préxima se¢do conclui este relatério, fazendo algumas consideragdes finais
sobre aplicagdes de PLN que utilizam técnicas de PLN.

4. Conclusdes e Consider acbes Finais

As técnicas de AM tém sido cada vez mais usadas para resolver todos os tipos
de problemas da computacao. Sao varios os motivos pelo seu uso, destacando-se sua
maior flexibilidade, adaptabilidade e bons resultados que tém gerado.

Neste relatorio, foi feita uma breve introdugcdo ao AM estatistico, mais
especificamente, o classificador naive-Bayes, sendo realizada, a seguir, uma revisao
de aplicagoes recentes em PLN que fazem uso de tal técnica, buscando mostrar o
estado da arte desse ramo de pesquisa.

Nao somente o classificador naive-Bayes ¢ bastante utilizado em PLN,
podendo-se destacar, também, as arvores de decis@o e as redes neurais. Entretanto,
este relatorio dedicou-se somente ao classificador naive-Bayes pelos seguintes fatos:
(a) o aprendizado bayesiano ¢ uma abordagem bastante simples e robusta, (b) tem
sido amplamente usado e (c) tem conseguido bons resultados quando aplicado a
processamento de textos, principalmente.
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